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Uvod

Umelé neurdénové siete vznikali ako pokus modelovat’ mozog a jeho ¢innost’. Vzniklo mnoho
teoretickych konstrukcii, ktoré nie celkom koreSponduju s biologickou realitou a nie st
spravnou abstrakciou alebo matematickym modelom ¢innosti mozgu. I napriek tomu sa tieto
systémy d’alej rozvijaju a Studuju, a nachadzaju sa pre ne aplikacie.

V c¢lanku ukdzeme vyuzitie neurdénovej siete s doprednym Sirenim ako univerzalneho
aproximatora dynamického systému (Stvrtinovy model auta), ktory pre trojvrstvovu siet’ s
dostatocnym mnozstvom neurénov je schopny aproximovat’ s dostato¢nou presnost'ou kazdé
spojité zobrazenie.

Matematicky model

Nelinearny dynamicky systém mozeme vo vSeobecnosti popisat’ sustavou diferenciadlnych
rovnic v tvare
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ktord predstavuje systém s p vstupmi, m vystupmi radu 2n. Ak je systém linearny, mozeme
rovnice prepisat’ do stavového tvaru
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kde A, B, C, D su (2nx2n), (2nxp), (mx2n) a (mxp) matice.
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Obr. 1 Stvrtinovy model auta

Uvazujme Stvrtinovy model automobilu [3], ktory méZeme charakterizovat’ ako ststavu
dvoch nelinearnych diferencialnych rovnic druhého radu v tvare (Obr. 1)
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kde m; je odpruzena hmota, m, je neodpruzend hmota, z; je posunutie odpruzenej hmoty, z, je
posunutie neodpruzenej hmoty, z,. je vstup od vozovky, F je sila v pruZine, F; je silav
pneumatike, F; je pasivna ¢ast’ sily v pruzine a F, riadena Cast’ sily v pruzine.

Modelovanie pomocou neurdénovej siete

Existuji dva zdkladné spdsoby modelovania nelinedrnych dynamickych systémov pomocou
neurénovych sieti. Prvy pristup je zdkladny priamy model (Obr. 2). Tento model sa pouZiva
napriklad pri riadeni, ak nie je mozné merat’ vystupy, pri diagnostike, atd’. Pri modelovani sa
minimalizuje rozdiel medzi vystupom neurdénovej siete a vystupom modelovaného stroja.
Druhy sp6sob sa nazyva inverzny model (Obr. 3). Vystupy zo modelovaného stroja su vstupy
do neurdnovej siete. Vystup z neurénovej siete sa porovnava so vstupom do modelovaného
stroja a tento rozdiel sa minimalizuje.
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Obr. 2 Priamy model Obr. 3 Inverzny model

Stvrtinovy model automobilu bez riadenia (Obr. 1) bol vytvoreny pomocou neurénovej siete
s tromi vrstvami neurénov s architekturou 6-12-4. Vstupy boli tvorené stavovym vektorom
v kroku £-1 a vstupom v kroku £, k-1
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kde
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Vystup je tvoreny stavovym vektorom v k-tom kroku

Yo = [x(k)] (10)

Déata potrebne pre testovanie a verifikovanie neurénovej siete boli vytvorené numerickou
simul4ciou rovnic (5) a (6) v SIMULINKu (Obr. 4). Na tréning a verifikaciu sa pouzilo 5000
usporiadanych dvojic dat, ktoré boli normované. Pocet tréningovych cyklov bol 150.
Uvazujme Stvrtinovy model automobilu podl’a Obr. 1. Je vel'mi obtiaZzne priamo merat’ vSetky
stavové veliCiny, ak by sme chceli napriklad navrhnut’ riadenie tlmica ako stavové riadenie,
potrebujeme pre urenie spitnej viazby poznat’ stavové veliCiny. Alebo ak potrebujeme poznat
vel'kost’ veli¢iny, ktorej meranie je bud’ technicky problematické alebo finanéne naro¢né
Ukazme si priklad inverzného modelu pomocou neurénovej siete, kde na zaklade nameranych
vystupnych veli¢in
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spitne zistime vel'kost’ stlacenia pneumatiky a velkost’ rychlosti stlatenia pneumatiky, ktoré
su obtiazne priamo merat’

Xre‘l.l = [Zu - Zr] Xrel.2 = [&u - &r] (12)



Vytvorili sme neurénovi siet’ s tromi vrstvami neurdénov s architekturou 12-7-1 pre
rekonstrukciu veli¢iny stlacenie pneumatiky a druhu siet’ s rovnakou architektirou pre

rychlost’ stlacenia pneumatiky.
Vstupy do neurénovych sieti boli vystupné veli¢iny v krokoch

wy =k yle-1) y-2) | (13)
Vystupy boli
Yoy =X i(k)]’ i=12 (14)

Data potrebne pre testovanie a verifikovanie neurdnovej siete boli vytvorené numerickou
simulaciou rovnic (5) a (6) v SIMULINKu (Obr. 4). Na tréning a verifikaciu sa pouzilo 4000
usporiadanych dvojic dat, ktoré boli normované. Pocet tréningovych cyklov bol 200.
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Obr. 4 Stvrtinovy model auta - SIMULINK
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Obr. 5 Porovnanie vysledkov ziskanych pomocou neurdnovej siete a numerickym rieSenim
diferencialnych rovnic




Vysledky

Na porovnanie vysledkov bol vytvoreny model Stvrtiny auta v SIMULINKu pomocou
neurénovej siete (Obr. 4). Ako vstup sa pouzil model ,,dobrej cesty”, ktori automobil
prechadza rychlostou 20 m.s™. Na Obr. 5 st porovnané priebehy stavovych velicin.
Analogicky boli overené dve neurdnové siete vytvarajice inverzny model a vysledky su
uvedené na Obr. 6.
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Obr. 6 Porovnanie vysledkov ziskanych pomocou neurdnovej siete a pomocou riesenia
diferencialnych rovnic

Zaver

V ¢lanku je v kratkosti rozobratd moznost’ modelovania mechatronickych systémov pomocou
neurdonovych sieti. Vytvorené neurénové siete (priamy a inverzny model) si numericky
porovnané s povodnym modelom, ktory maju aproximovat’. V pripade, Ze potrebujeme tieto
veli€iny poznat’ a nie je mozné ich merat’ je pouzitie neurénovych sieti vhodné a dostatocne
presné.
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