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Abstrakt

Práce se zabývá využit́ım programového prostřed́ı Matlab pro zpracováńı pa-
tologických promluv pacient̊u trṕıćıch Parkinsonovou nemoćı (PN). Promluvy
založené na rychlém opakováńı slabik /pa/ – /ta/ – /ka/, byly postupně segmen-
továny na jednotlivé slabiky, ve kterých byly poté označeny pozice počátku ex-
ploze, vokálu a okluze. Výsledky automatické segmentace byly porovnány s ručně
označenými pozicemi. Při zpracováńı 80 (40 PN; 40 kontrolńı skupina (KS)) pro-
mluv a celkového počtu 1644 slabik (753 PN; 891 KS) bylo s přesnost́ı na 5ms
dosahováno úspěšnost́ı pro explozi rovnou 79,35%, pro vokál rovnou 86,4% a
pro okluzi rovnou 53,3%.

1 Úvod

Parkinsonova nemoc (PN) je druhým nejrozš́ı̌reněǰśım neurodegenerativńım onemocněńım po
Alzheimerově nemoci [1]. Toto onemocněńı postihuje zejména populaci starš́ı 50 let a tento fakt
společně s celosvětovým stárnut́ım populace naznačuje, že četnost Parkinsonovy nemoci se bude
zvyšovat [1].

Jedńım z prodromálńıch, subklinických PN symptomů, který se vyskytuje v 70–90%
př́ıpad̊u, je hypokinetická dysartrie, jej́ıž hodnoceńı by mohlo napomoci včasné diagnóze a hod-
noceńı vývoje onemocněńı [2], [3].

Pro potřeby hodnoceńı hypokinetické dysartrie se mimo jiné využ́ıvá i řečová diadochoki-
netická (DDK) úloha, založená na rychlém opakováńı slabik /pa/–/ta/–/ka/. Ćılem této práce
je ukázat možnost využit́ı programu Matlab pro automatické hodnoceńı těchto promluv.

Pro hodnoceńı kvality promluv je třeba v jednotlivých slabikách označit tři základńı pozice.
Prvńı pozićı je počátek exploze (E), druhou pozićı je počátek vokálu (V) a posledńı je počátek
okluze (O).

2 Metodika

V této sekci bude uvedena informace o databázi a metodách využitých při zpracováńı jednot-
livých signál̊u. Zároveň, vzhledem k rozd́ılnému charakteru jednotlivých pozic, bude v každé
sekci stručně shrnuta problematika.

2.1 Databáze

Pro návrh algoritmu byla využita část databáze shromážděné pro práci [4], tato část obsahovala
pouze nahrávky obsahuj́ıćı promluvy řečové DDK úlohy.

Databáze byla tvořena 80 nahrávkami źıskanými od 46 česky mluv́ıćıch rodilých mluvč́ıch
(24 PN; 22 KS). Skupina PN byla tvořena lidmi s diagnózou raného stádia Parkinsonovy nemoci,
bez předchoźı medikace. Kontrolńı skupina byla vytvořena tak aby věkově odpov́ıdala skupině
PN a obsahovala lidi bez neurologické a řečové patologie.



2.2 Hrubá segmentace

Tento krok řeš́ı problém s počátečńı neznalost́ı celkového počtu slabik v jedné promluvě tak,
že promluvu rozděĺı na úseky obsahuj́ıćı jednotlivé slabiky. T́ım problém s neznámým počtem
pozic v jednom signálu rozděĺı na neznámý počet úloh hledáńı jedné od každé pozice.

Hrubá segmentace prob́ıhá pomoćı energetické obálky a je založena na předpokladu, že
každý vokál obsahuje vyšš́ı energii, a proto je možné podle polohy lokálńıch maxim v energetické
obálce hledat přibližné pozice střed̊u slabik.

Jeden segment źıskaný pomoćı hrubé segmentace je zobrazen na obrázku 1. V tomto
obrázku jsou také vyznačeny jednotlivé pozice E, V a O.
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Obrázek 1: Označená slabika /pa/ zdravého jedince a pacienta s PN

2.3 Detekce exploze

Exploze se nacháźı v předńı části signálu, proto prohledáváme pouze část před lokálńım ma-
ximem. Zároveň je charakteristická prudkým nár̊ustem šumové energie, která je sice celkově
nižš́ı než energie vokálu, nicméně je vybuzena v celé š́ı̌ri spektra. Z toho d̊uvodu je výhodné
přistupovat k řešeńı ve spektrálńı oblasti a detekovat E ze spektrogramu.

Ke spektrogramu je přistupováno jako k matici P , která ve sloupćıch obsahuje spektra
jednotlivých časových úsek̊u. Matice P je filtrována pomoćı matice T která má předpis

Tmez(i, j) = we

1

n

N
∑

j=1

P(i, j). (1)

Filtrace matice P pak prob́ıhá podle přepisu

Pf (i, j) =

{

P(i, j) P(i, j) ≥ Tmez

0 P(i, j) < Tmez

. (2)

Z takto filtrované matice je poté vysč́ıtáńım jednotlivých sloupc̊u źıskána energetická
obálka signálu a vysč́ıtáńım část́ı sloupc̊u obsahuj́ıćıch frekvence nad 1500Hz je źıskána ener-
getická obálka vysokofrekvenčńı části signálu. Vzájemné a absolutńı polohy těžǐstě jednotlivých
energetických obálek jsou použity pro vyřazeńı falešných detekćı. Zároveň je použita celková
energetická obálka pro přibližný odhad polohy V, pomoćı které je korigována poloha pro-
hledávané oblasti.



Pro detekci E je poté využita obálka signálu filtrovaného podle předpisu

Pf (i, j) =

{

1 P(i, j) ≥ Tmez

0 P(i, j) < Tmez

. (3)

Takto filtrovaný signál lépe zohledňuje to, že při explozi je vybuzeno celé spektrum a
snižuje vliv vyšš́ıch energíı na nižš́ıch frekvenćı obsažených u vokálu.

2.4 Detekce vokálu

Jak již bylo uvedeno výše, vokál obsahuje největš́ı energii, která se projevuje zejména na nižš́ıch
frekvenćıch a má harmonický charakter. Využitou metodou pro detekci V je Bayesovský skokový
detektor (BSCD) [5], který využ́ıvá charakteru přechodu mezi šumovou exploźıvou a znělým
vokálem. Výstup z BSCD je zobrazen na obrázku 2.
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Obrázek 2: Postup detekce počátku vokálu

V horńı části je zobrazen signál v časové oblasti s vyznačenou pozićı V, ve spodńı části je
pak zobrazen výstup z BSCD. Po źıskáńı BSCD výstupu je nutné určit které lokálńı maximum
odpov́ıdá pozici V. Zde vycháźıme z předpokladu, že základńı perioda vokálu je kratš́ı než celá
exploźıva. Proto vyb́ıráme maximum následuj́ıćı za nejdeľśı mezerou. Následuj́ıćı periodicky se
opakuj́ıćı peaky odpov́ıdaj́ı jednotlivým periodám hlasivkového tónu.

2.5 Detekce okluze

Pro detekci se jako nejúčinněǰśı ukázala invertovaná polynomiálńı mez, která aproximuje ener-
getickou obálku signálu a má tvar Výběr stupně polynomu byl prováděn pomoćı automatického
algoritmu, který vyhodnocuje chybu aproximace. Výsledná detekce je ilustrována na obrázku 3.

mezpolynom =
n
∏

i=1

(aix+ b(i)) + 2x̄. (4)

2.6 Zpětná vazba

Pro zlepšeńı výsledk̊u detekce byla realizována zpětná vazba, kdy byla porovnána vzdálenost
mezi E a V a v př́ıpadě, že nespadá do fyziologických meźı je nejprve porovnána pozice V s
odhadem V z části 2.3.
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Obrázek 3: Postup detekce počátku vokálu

2.7 Hodnoceńı úspěšnosti

Pro hodnoceńı úspěšnosti byly jako referenčńı hodnoty použity ručně označené pozice E, V a O.
Na obrázku 4 je vidět ROC křivka.
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Obrázek 4: ROC křivky pro detekce jednotlivých pozic E, V a O

3 Závěr

V práci byl prezentován algoritmus pro automatickou segmentaci řečové DDK úlohy. Tento
algoritmus dosahoval při 5ms mezi těchto hodnot E5ms = 79, 4%, V5ms = 86, 4%a O5ms =
53, 3%. Ovšem pro detekci O je vzhledem k jeho charakteru vypov́ıdaj́ıćı sṕı̌se 10ms mez kde
O10ms = 73, 9%. Zároveň je pro PN skupinu dosahováno výsledk̊u E5ms = 73, 6%, V5ms =
82, 6%, O5ms = 46, 6% a O10ms = 66, 6%. Z uvedených hodnot je vidět, že program funguje
robustně i pro detekci u PN.
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